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面向任务扩展的增量学习动态神经网络:
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摘　要：　增量学习是近年来机器学习领域的一个重要的研究方向，它能高效地进行知识迁移却不产生遗忘 . 与

静态模型相比，动态网络可以根据不同的输入调整其结构或参数，从而在准确性、计算效率和适应性等方面具有显著

的优势 . 本文从动态架构角度出发，根据动态网络中的自适应选择方式，对当前增量学习模型中所涉及到动态神经网

络进行了系统化的总结 . 文中首先了阐述了增量学习研究进展和定义，归纳了增量学习的学习场景 . 其次根据动态路

由选择粒度的不同，将增量学习的动态神经网络划分为基于任务的动态选择、基于模块化的动态选择、基于神经元的

动态选择、基于卷积通道的动态选择和基于权重的动态选择，并对常用的增量学习模型分类进行了阐述和比较 . 最后

归纳了一些常见数据集，并对未来的研究方向进行展望 .
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Abstract:　Incremental learning is an important research direction in the field of machine learning in recent years.  It 
can efficiently transfer knowledge without forgetting.  Dynamic networks exhibit significant advantages in accuracy, compu⁃
tational efficiency, and adaptability compared to static models, as they can adjust their structure or parameters according to 
different inputs.  From the perspective of dynamic architecture, this paper systematically summarizes the dynamic neural 
network involved in the current incremental learning model according to the adaptive selection method in the dynamic net⁃
work.  Firstly, this paper describes the research progress and definition of incremental learning, and summarizes the learning 
scenarios of incremental learning.  Then, according to the granularity of dynamic routing selection, the dynamic neural net⁃
work of incremental learning is divided into task-based dynamic selection, modular dynamic selection, neuron-based dynam⁃
ic selection, convolution channel-based dynamic selection and weight-based dynamic selection.  At last, some common data⁃
sets are summarized, and prospects for future research directions are discussed.
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1　引言

传统的神经网络往往在独立同分布（Indepen-

dently and Identically Distributed，IID）的数据集上以离

线的方式训练模型 . 增量学习（Incremental Learning，
IL）研究从非 IID 数据流中学习知识，能随着环境变化

进行动态自适应学习 . 传统的 IL假设每次新到一个任
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务，每个任务的数据分布是固定的，可以在当前任务上

进行多次重复训练 . 而在线增量学习（Online Incremen⁃
tal Learning，OIL）假设一次到达一个小批量的数据，训

练过程中无法访问当前或以前的任务中的批量数据 .
然而，用非平稳数据流增量更新神经网络会导致灾难

性遗忘（Catastrophic Forgetting，CF）问题［1］即模型适应

新任务覆盖旧任务参数导致旧任务性能下降 . IL 一直

寻求在学习稳定性和可塑性之间取得平衡，稳定性指

保留过去知识的能力，而可塑性指适应新知识的能力 .
增量学习所使用的技术大致可以分为三大类：网

络正则化、记忆或数据重放、动态架构 . 网络正则化指

对在损失函数引入额外的惩罚项或优化参数梯度来约

束网络的参数更新；记忆或数据重放指模型允许访问

有限容量的内存缓冲区或使用生成对抗网络（Genera⁃
tive Adversarial Network，GAN）生成伪数据进行数据重

放；动态架构通常采用扩展网络体系结构或者通过动

态路由选择子网络为每个任务分配不同参数来提高模

型自适应能力 .
本文对近年来适合于任务扩展场景的增量学习模

型所涉及到动态神经网络进行了系统化的分析与总

结 . 文中总结了增量学习的相关概念，增量学习的动态

架构研究现状，介绍了研究中常用的实验数据集、模型

评价指标和增量学习中的应用场景，最后对未来的研

究方向进行了展望 .
2　增量学习概述

2. 1　增量学习进展

灾难性遗忘［1］一直是增量学习研究的重点，即当模

型对新任务进行学习时会遗忘之前任务所学习的知

识，为了克服此类问题，许多方法相继被提出 . 一种有

效的手段是限制性地更新模型权重，文献［2］提出了一

个知识蒸馏损失［3］方法来限制权重更新，文献［4］则利

用Fisher信息矩阵评估旧任务权重的重要性，依据重要

程度更新权重 . 另一种有效手段是允许模型访问有限

容量的内存缓冲区保存一部分旧样本或利用生成网络

创建旧任务的伪示例 . 文献［5］存储少量旧样本，通过

同时学习分类器和数据特征来减少遗忘 . 一些生成重

放的策略［6，7］，利用生成网络模型准确地重放旧数据来

消除灾难性遗忘 . 限制权重更新手段能一定程度上缓

解遗忘问题，但过度约束网络参数，会导致新任务的学

习受损 . 而访问有限内存缓冲区策略可能会因为实际

数据的隐私策略导致不可访问，生成重放策略的缺点

是训练生成模型需要花费大量的时间和内存，特别是

在更复杂的训练集下 . 还有一种手段是利用动态架构，

通常采用扩展网络体系结构或动态路由选择子网的方

案来解决灾难性遗忘问题，其优势在于可为不同训练

任务动态分配结构或参数，进一步提高了模型可扩展

性和自适应能力，这也是本篇文章研究的重点 . 近年

来，随着研究的深入，一个流行的趋势是对上述手段进

行结合，利用综合的方法来开展研究与其他相关综述

研究相比，本研究将增量学习的研究进展更加具体化，

侧重于对利用动态架构的相关工作展开进一步研究，

并依据动态路由选择粒度对相关研究进行更细致化分

类，文中所涉及的方法也更适合应用于异任务增量学

习，具体可参考后续章节 .
2. 2　增量学习定义

目前对增量学习还没有形成明确、一致的定义，本

文针对监督学习场景给出定义 . 在监督学习场景下，增

量学习通常被定义为在来自顺序任务的非平稳数据上

训练机器学习模型 . 假设训练数据集 D ={D1 DT }

包含了 T 个任务，其中第 t个任务的数据可表示为 Dt =

{xt
i y

t
i}

n

i = 1
，n 表示第 t 个任务训练数据的数量，第 t 个任

务包含输入样本 xt
i Î X 及其相应标签 yt

i Î Y 组成的数

据 . 增量学习目标是训练一个由 θ参数化的单一模型

fθ：X® Y，使模型输入来自任意任务的不可见测试样本

x，预测标签 y = fθ( x) Î Y. 在大多数场景下都假设这些

任务之间不存在明显的交集即假设任务间是有明显的

任务边界的 . 最近几年，出现了无任务增量学习（task-

free incremental learning）［8，9］，它假设各任务的数据不被

人为设定的任务硬边界隔断，即样本可能来自于任意

任务，并且不假定数据服从 IID 分布，甚至数据也可以

来自不断变化的概率分布 . 在本文中，我们将大多数的

学习场景放在有明显任务边界的条件下，不过多的涉

及到无任务此类场景 .
2. 3　增量学习的学习场景

为了阐述学习场景，记X (t)，Y (t)分别为任务 t的数据

样本集和类别标签集，P(X (t) )，P(Y (t) )分别表示任务 t数

据概率分布和标签概率分布 .
根据在训练中是否提供任务标识、在推理中是否

提供任务标识和在评估中是否共享类标签将增量学习

的学习过程可以分为如下类别［10，11］：任务增量学习

（task-incremental learning）、域 增 量 学 习（domain-

incremental learning）、类 增 量 学 习（class-incremental 
learning），近年来还出现了一种新的学习场景：任务不

可知增量学习（task-agnostic learning）［12］. 任务标识代

表了增量学习过程中各个任务中的 ID号，根据类标签

是否在任务之间共享分为共享标签和非共享标签 . 在

非共享的情况下，模型必须预测正确的任务 ID和其中

的正确类 . 在共享的情况下，模型只需要预测跨任务的

正确共享标签，因此它不需要表示或预测数据来自哪

个任务 . 对分类任务下的增量学习场景和描述如表 1
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所示 .

2. 3. 1　任务增量学习

任务增量学习（task-incremental learning）是最简单

的增量学习场景，在该场景下，模型在训练和推理阶段

都给出任务标识，不同时刻收集的数据属于不同的任

务 . 由于总是提供任务标识，因此在此场景中可以使用

特定于任务的组件来训练模型 . 此场景中使用的典型网

络架构具有“多头”输出层，这意味着每个任务都有自己

的输出单元，但网络的其余部分可以在任务之间共享 .
任务增量学习的基本假设可以定义为P(X (t) )¹P(X (t+ 1) )；

P(Y (t) )¹P(Y (t+ 1) )即不同时刻的任务数据和标签均来自

于不相同的分布，与不同的任务对应 .
2. 3. 2　域增量学习

域增量学习（domain-incremental learning）是指不同

时刻到达的数据属于同一任务的相同类别，但输入数

据的分布发生了变化，不同时间片上的数据属于不同

的域 . 在该场景下，在训练阶段提供任务标识，推理阶

段不提供任务标识，并且提供共享标签 . 域增量学习的

基本假设定义为 P(X (t) )¹P(X (t + 1) )；Y (t)= Y (t + 1)P(Y (t) )=

P(Y (t + 1) ).
2. 3. 3　类增量学习

在类增量学习（class-incremental learning）的训练

过程中，在不同时间段所收集的数据均属于同一分类

任务的不同类别，且类别没有交叉 . 在该场景下，任务

标识只在训练阶段给出，在推理阶段不提供，因此类增

量模型不仅要推断输入属于哪个任务，还要进一步推

断任务中的类别，这就要求模型在学习过程中能够自

适应地增加新分类的类别，其基本假设可以表示为

P(X (t) )¹P(X (t + 1) )；P(Y (t) )¹P(Y (t + 1) )；Y (t)Ì Y (t + 1).
2. 3. 4　任务不可知增量学习

任务不可知增量学习（task-agnostic learning）［12］是
一种泛化能力最强，也是最有挑战性的增量学习场景 .
在该场景下，在训练和推理阶段都不提供任务标识，仅

提供共享标签 . 不同时刻收集的训练数据和标签分布

不一致，在推理阶段，测试数据以及对应的分类标签也

不同于任意一个时刻的训练数据的场景 . 因此，这种学

习方式要求模型学到的特征能够容易地泛化到任意新

场景上，并且不会降低在先前任务上的训练表现 . 任务

不 可 知 增 量 学 习 可 以 表 示 为 P(X (t) )¹P(X (t + 1) )； 
P(Y (t) )¹P(Y (t + 1) )；P(X(test) )¹P(X(train) )；Y(test)¹ Y(train).
3　增量学习中的动态架构

目前研究的增量学习方法中，存在着诸多的动态

架构模型 . 根据动态网络中的路由选择粒度，将增量学

习中的动态架构分为：基于任务的动态选择、基于模块

化的动态选择、基于神经元的动态选择、基于卷积通道

的动态选择和基于权重的动态选择 . 依据此分类策略，

图 1对近年来流行的面向增量学习的动态神经网络架

构做了总结，并分类介绍一些经典方法模型和后续的

优化方法 .
模型适用的增量学习场景，主要取决于模型自身

的框架设计以及数据的处理方式 . 本文在参考了部分

模型原文的实验步骤后，对分类任务下部分经典模型

适用的增量学习场景进行了总结，主要包括了任务增

量、域增量和类增量场景，不过多涉及到任务不可知增

量场景，如表2所示 .

表1　分类任务增量学习场景

学习场景

任务增量学习

域增量学习

类增量学习

任务不可知

增量学习

描述

训练和推理阶段提供任务标识

训练阶段提供标识,推理阶段不提供;共享标签

训练阶段提供标识,推理阶段不提供;非共享标签

训练和推理阶段均不提供任务标识;共享标签

增量学习动态结构

基于任务 基于模块化 基于神经元 基于卷积通道 基于权重

PNN[13]

ExpertGate[14]

Side-Tuning[16]

GIM[17]

PathNet[20]

Adaptive RPS-

Net[22]

MNTDP[23]

DEN[24]

HAT[26]

CLNP[27]

XdG[29]

RCL[30]

CLEAS[31]

CCGN[32]

DER[35]

DAN[36]

PackNet[37]

CPG[39]

PAE[42]

DGMw[43]

Learn to Grow[45]

 

图1　增量学习动态结构分类示意图
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3. 1　基于任务的动态选择

基于任务的动态选择策略通常采用扩展基础网络

的方式为新任务分配新的任务网络 . 各个任务网络间

以并列方式相互排列，可根据任务标识动态选择对应

网络进行训练或推理 . 因此基于此类策略的网络参数

往往会随着任务数量呈线性增长，此类网络也在早年

间应用较多 .
3. 1. 1　渐进式网络

Rusu 等人提出了渐进式网络（Progressive Neural 
Network，PNN）［13］，通过为新任务分配固定数量的神经

元（滤波器）和网络层来扩展神经网络体系结构 . 为了

减少灾难性遗忘和使网络具备一定的迁移能力，PNN
冻结了网络权重参数和在旧任务权重与新任务权重中

采用非线性横向连接的适配器来共享权重 . 这种非线

性横向连接在稠密层中采用包含单个隐藏层的多层感

知机（MultiLayer Perceptron，MLP）来实现，而在卷积层

中，则使用 1 ´ 1卷积进行处理，两者的作用都是为了降

维来保持输入的维度统一 .
假设一个渐进式网络总共有 L 层，第 i（i £ L）层隐

藏层表示为 h( )t
i ，t 为当前需要学习的任务 . 当训练第 t

个任务参数 θ( )t 时，前一个网络参数 θ( )t - 1 被“冻结”，并

将第 t个任务隐藏层h( )t
i 以非线性横向连接方式连接到

扩展到前面网络中 . 第 t 个任务隐藏层表示如式（1）
所示：

h( )t
i = f ( )W ( )t

i h( )t
i - 1 +∑

j < t

U ( )t：j
i h( )j

i - 1 （1）
其中，W ( )t

i 为第 t个任务网络第 i层的权重矩阵，U ( )t：j
i 为

第 j个任务网络第 i - 1 层到第 t个任务网络第 i层的非

线性横向连接 .
3. 1. 2　专家门控

Aljundi等人提出了专家门控（expert gate）［14］模型，

专家门控利用自编码器（AutoEncoder，AE），为每个任

务网络学习与其输入类似的输出 . 这种自编码器首先

对输入 x 进行包含标准化和 Sigmoid 函数的预处理操

作，随后将数据传入到一个由全连接层和修正线性单

元（Rectified Linear Unit，ReLU）［15］层组成的编码器和由

一个全连接层和 Sigmoid函数组成的解码器中 . 根据输

入与输出之间的重构误差，衡量输入与任务特征间的

相关性 . 当训练一个新任务 t时，利用任务间相关性，选

择最相关的专家任务网络采用微调（fine-tune）或者不

遗忘（Learning Without Forgetting，LWF）［2］等方法来扩

展和训练新网络 . 式（2）用于计算两个任务之间相

关性：

Rel ( )Tt Ta = 1 - ( )Era - Er t

Er t

（2）
其中，Er t和Era 表示当前任务 t和另一任务 a（a < t）平均

重构误差，该任务关系系数越大，代表任务之间越相

关 . 在推理阶段时，在不同任务的自动编码器后，添加

了一个带有温度系数的 Softmax 层［3］，通过传入测试数

据，加载最有置信度的的专家模型，从而对输入进一步

分类 .
3. 1. 3　分析比较

渐进式神经网络［13］为新任务分配固定数量的神经

元（滤波器）和网络层来扩展体系结构，并利用非线性

横向连接到先前网络共享权重 . 这种渐进式扩展方案

和专家门控［14］一样，会造成任务数量与模型结构复杂

度成正比，最终可能会生成一个具有高冗余的过于复

杂的网络，缺乏一定的可扩展性 . 而且在训练和推理阶

段都需要提供任务标识，只适用于任务增量的场

景 . 2019 年提出了一种侧调（side-tuning）［16］网络，该方

法训练一个轻量级的侧网络来适应一个预训练的基础

网络 . 在给定预训练的基模型 B ( x)的情况下，侧调以

求和的方式将侧模型 S ( x)与B ( x)相结合，目标任务的

表示形式为 B ( x)ÅS ( x) = αB ( x) + (1 - α) S ( x)，其中 α

为一个与任务相关性的可学习参数 . 侧调消除了 PNN
中的横向连接，使其更加简单，适用于更多的问题 . 在

增量学习的场景下，每一个任务对应一个侧网络，由于

侧调与任务顺序无关，所以训练不会随着训练的进行

而减慢 .（Gated Incremental Memories，GIM）［17］将渐进

式网路与专家门控进行结合，提出一种增量学习下的

循环神经网络 .
3. 2　基于模块化的动态选择

基于此类策略的模型，在网络中使用模块化的设

表2　部分经典模型适用的增量学习场景

分类策略

基于任务

基于模块化

基于神经元

基于卷积通道

基于权重

模型名称

PNN[13]

ExpertGate[14]

Side-Tuning[16]

GIM[17]

PathNet[20]

Adaptive RPS-Net[22]

MNTDP[23]

DEN[24]

CLNP[27]

RCL[30]

CLEAS[31]

CCGN[32]

DER[35]

PackNet[37]

CPG[39]

PAE[42]

适用增量学习场景

任务增量

任务增量

任务增量

任务增量/类增量

域增量

类增量

域增量/类增量

域增量/类增量

任务增量/域增量/类增量

域增量/类增量

域增量/类增量

任务增量/类增量

类增量

域增量/类增量

域增量/类增量

域增量/类增量
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计理念 . 模块可以是任何小型神经网络，如常见的残差

网络（Residual Network，ResNet）［18］块、稠密连接网络

（Dense convolutional Network，DenseNet）［19］块等，每一

个任务网络通常由诸多神经模块组合而成，这些模块

可以从过去的任务中迁移知识，也可以为新任务训练

新知识 . 学习一个任务可以简化为要重用哪些过去的

模块，以及要实例化哪些新模块来解决当前的任务 .
3. 2. 1　PathNet

Fernando 等人于 2017 年提出的 PathNet［20］. 假设

PathNet网络有L层，每层有M个模块，每个模块为一个

小型神经网络（如卷积层、全连接层、激活函数等），各

个层之间以一种模块求和机制将该层模块输出传递到

下一层的活动模块上 . 此模型可以应用于强化学习和

监督学习场景，下面以监督学习的场景为例 .
首先对神经网络进行随机初始化，先随机选择一

组路径，每个路径为 N ´ L 矩阵，用来描述被激活的模

块，其中N表示每层最多包含的模块数（N <M），L表示

网络的层数 . 然后使用二元锦标赛遗传算法［21］来选择

优化路径，方式为将一个随机路径与另一个随机路径

比较误差，误差小的路径以 1/(N ´ L)概率产生突变，为

避免陷入局部最优点，利用局部邻域在 N ´ L矩阵中选

择一个元素为每一个基因型元素加上一个范围为［-2，
2］的整数 . 当学习下一任务时，固定当前任务选择到的

路径，即该路径上的模块权重和偏差被冻结，然后初始

化一组新的路径，同样采用锦标赛选择遗传算法进行

路径的选择 .
3. 2. 2　Adaptive RPS-Net

Adaptive RPS-Net（Adaptive Random Path Selection 
Network）［22］采用了一种随机路径选择方法，通过路径

共享和重用，为新任务自适应选择最优路径 . Adaptive 
RPS-Net网络以模块化形式构造路径，网络中的每一层

中包含了相同数量的模块，每个模块可以是单个

ResNet［18］块 . 同时利用并行残差设计，使用一个跳过连

接使这些模块与其并行堆叠，目的是支持多个任务同

时进行增量训练而互不干扰 . 在每层后面使用元素加

法将所有模块化输出和跳过连接输出组成在一起，以

聚合从不同路径获得的互补的特定于任务的特征 . 同

时引入一种新的路径饱和度量方法，用路径饱和系数

作为一个简单的度量来决定是否需要切换当前路径 .
对于给定的阈值 th，在对一个任务进行训练后，我们简

单地计算当前路径配置中的饱和系数 . 如果网络饱和

度高于阈值 th，则随机采样一组 N条新路径，同时固定

旧路径参数，然后为下一个任务并行训练 N 个模型并

选择最优的一条路径训练模型 .

3. 2. 3　分析比较

PathNet［20］利用遗传算法为任务选择模块来规划路

径，而 Adaptive RPS-Net［22］则采用了随机路径选择方

法 . PathNet以简单的前馈方式添加所有模块，而Adap⁃
tive RPS-Net将模块作为残差连接添加到标识路径上，

即使所有模块都饱和，该标识路径也可以随时学习特

征 . 而 MNTDP（Modular Networks With Task Driven 
Prior）［23］则利用任务驱动先验优先于指数搜索空间的

所有可能的方式来组合模块，该先验只允许前一任务

体系结构最好特征的局部扰动 .
3. 3　基于神经元的动态选择

此类选择策略侧重给模型提供神经元级别的控

制，通过扩展或舍弃任务相关神经元来达到扩展网络

和剪枝网络的目的 . 值得注意的是，此类模型往往也适

用于卷积网络，此节侧重于神经元级别动态网络说明，

而有关CNN场景会在3.4节说明 .
3. 3. 1　动态可扩展网络DEN

Yoon等人提出一种深度网络体系结构动态可拓展

网络（Dynamically Expandable Net-work，DEN）［24］，它可

以在训练一系列任务时动态决定网络容量，学习任务

间紧凑的重叠知识共享结构 . 学习任务时，DEN依次执

行选择性再训练、动态拓展网络以及分裂与复制三个

阶段以在线方式有效地训练网络 . 在增量学习场景下，

当对当前任务 t进行训练时，当前模型参数w t的求解如

式（3）将转化为最优化问题：

min
w t

L ( )w t；w t - 1 Dt + λR ( )w t t = 12T （3）
其中， Dt = {xi yi}

Ni

i = 1
表示任务训练集，L表示当前任务

的损失函数，w t 是任务 t的模型参数，λ是正则化参数，

R (w t )是正则化项 .
动态可扩展网络 DEN架构如图 2所示，当前任务 t

的任务网络神经元以红线相连 . 在训练过程中，首先对

模型进行选择性再训练，使用 L1 正则化训练第 1 个任

务网络，以构建模型稀疏连接，在增量学习的过程中，

将始终保持wt - 1的稀疏性 . 利用这种稀疏连接，可以使

用广度优先搜索识别到受训练影响的神经元进行选择

性再训练 . 在完成选择性再训练后，若网络损失值Lt仍

低于超参数阈值 τ，此时需要引入额外的神经元扩展网

络 . 动态拓展网络预先在每一网络层中扩展 k 个神经

元，再利用组稀疏正则化（group sparse regularization）［25］

来动态决定在层中丢弃一些不必要的神经元，以最大

限度地利用网络容量 . 在分裂与复制阶段，可以计算每

个神经元的语义漂移量 ρ t
i，若该值高于超参数阈值 σ

时，通过分裂和复制神经元，进一步防止因为引入新的

神经元引起的语义漂移 .
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3. 3. 2　面向任务的硬注意力机制

Serra 等人提出一种面向任务的硬注意力机制

（Hard Attention to the Task，HAT）［26］，来解决任务增量

场景下的灾难性遗忘问题 . 模型采用一种分层注意力

机制来学习当前的任务 t. 除了最后一层 L使用二进制

硬编码之外，其余的网络层 lÎ {1L - 1}采用相同的

学习过程 . 当给定 l层的输出单元 h l，按顺序与 a t
l 进行

同或运算 h'l = at
lh l，at

l 是单层任务嵌入 e t
l 的门控形式，

形式为 a t
l = σ ( se t

l ). 其中 σ ( x) Î [01]是一个 Sigmoid 门

函数，s为正标度参数 . 通过这种的门控机制可以形成

二元注意机制掩码（binary attention masks），来选择性地

激活或禁用每层神经元的输出 . 在训练过程中，模型根

据之前所有任务学习的硬注意力机制来约束梯度更

新．因此，为了获得直到当前任务的注意力机制向量，

在学习了任务 t 并且获得 a t
l 之后，递归地计算 a£ t

l =
max(a t

l a
£ t - 1
l )．为了对第 t + 1任务训练，同时不遗忘之

前的任务知识，使用当前层和之前层的累积注意力的

最小值来对第 l层参数进行更新，如式（4）：

g'lij = é
ë

ù
û1 -min ( )a t

li a
£ t
l - 1j g lij （4）

其中下标 i，j分别表示第 l层的输入和第 l - 1层的输出 .
HAT采用一种注意力机制可学习掩码实现神经元级别

的动态选择，顺序学习一系列任务 .
3. 3. 3　分析比较

DEN 在保持原有体系结构参数不变的情况下，动

态扩展网络以适应新的任务 . 并使用组稀疏正则化技

术［25］保证神经元模型的稀疏性，通过策略性地选择一

些旧的神经元进行再训练，只在必要时才添加新的神

经元 . 然而，由于旧神经元的再训练，也会出现遗忘问

题并且 DEN 的性能对各种超参数非常敏感，包括正则

化参数和阈值系数 . Golkar 等人提出的 CLNP（Con⁃
tinual Learning via Neural Pruning）［27］在固定容量的模型

中，基于神经元模型的稀疏化提出了一种终身学习方

法，该方法使用一种基于激活的神经剪枝稀疏化方案

来训练使用一小部分的模型 . Masse等人提出了上下文

相关选通门（context-dependent gating）［28］，使得稀疏的、

大部分不重叠的单元集对任何一个任务都是有效的，

算法由一个额外的信号组成，该信号对每个任务都是

唯一的，以门控形式随机选择的X%隐藏单元的活动乘

以 0，而保持其余（1 - X%）的活动不变 . 将上下文相关

选 通 门 一 些 突 触 稳 定 方 法 ，如 SI（Synaptic Intelli⁃
gence）［29］、EWC（Elastic Weight Consolidation）［4］配合使

用，将会变得更有效 . RCL（Reinforced Continual Learn⁃
ing）［30］和CLEAS（Continual Learning with Efficient Archi⁃
tecture Search）［31］都设计使用网络结构搜索（Neural Ar⁃
chitecture Search，NAS）提供神经元水平控制，通过重用

部分旧神经元和添加适当的新神经元优化新的架构 .
3. 4　基于卷积通道的动态选择

此类方法可以根据样本自适应地激活不同的卷积

通道，基于门函数、特征激活等方法动态执行通道级别

的控制 .
3. 4. 1　CCGN

Abati等人提出了 CCGN（Conditional Channel Gated 
Networks）［32］，算法提供一种通道级的门控方法来选择

性激活通道，通过学习任务专用的选通模块，有效应对

任务增量和类增量场景 . 在任务增量的场景下，hl 和

hl + 1为第 l层和第 l + 1层卷积层的输入 . 训练任务 t的通

道级的门控可表示为 ĥl + 1 =Gl
t(hl )hl + 1，其中 Gl

t(hl ) =
(g l

1 g l
cl

out )，其中 g l
i Î {01}，为通道上的乘法，cl

out 表

示第 l层的输出通道数 . 为解决二进制掩码在反向传播

过程中不可微问题，利用Gumbel-Softmax［33］抽样和直通

估计器［34］得到梯度的有偏估计 . 而在类增量场景下，使

用所有选通模块 (Gl
1 Gl

t )，前向传播得到选通层输出

( ĥ l + 1
1 ĥ l + 1

t )，这样依次传递 . 利用该机制在网络中生

成并行计算流，共享相同的层，为每个层激活选择不同

的通道，最后通过任务分类器选择到对应的任务输

出头 .
当学习一系列任务 T = {T1 TN}，为了同时应对

任务增量和类增量的场景，可将对类和任务预测进行

联合优化，如式（5）所示：

... ... ...

t
L  若 若

t

i
 

2
x

1
x

i
x

1
x

2
x

i
x

1
x

2
x

i
x

1t − t 1t − t 1t − t

 

图2　DEN架构图
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max
θ

 Et~T{E(xy)~Tt
[ log pθ (yt|x)]} =

Et~T{E( )xy ~Tt
[ log pθ (y|xt)+ log pθ (t|x)]}

（5）

其中，Tt 表示第 t个任务，θ为网络的参数，x、y和 t分别

是样本的数据、标签和与任务 t 相关联的随机变量 .
log p ( y|xt )表示根据任务进行类别分类，log p (t|x )依
赖于任务分类器，预测观察到的样本属于哪个任务 .
3. 4. 2　DER

DER（Dynamically Expandable Representatio-n）［35］

将基于内存回放和基于动态网络扩展结合来解决类增

量问题 . 模型由超特征提取器Φ t 和分类器 Ht 组成，采

用将特征学习和分类器学习进行解耦以提升模型的稳

定性和可塑性 . 为了降低类别增加带来的参数增量，模

型采用了一种可微通道级掩码剪枝方法，根据特征的

复杂性实现动态剪枝 . 在每一个增量步骤中，用一个新

的特征提取器 Ft 扩展超特征提取器Φ t 网络，同时保持

以前特征提取器的参数不变 . 通道级剪枝表示为 f 'l =

f lm l，其中 fl为输入在特征提取器Ft经过卷积层 l的输

出，m l 为第 l 层卷积的掩码，掩码中的第 i 个值表示为

mi
l Î [01]，f 'l 为经过掩码后的特征图，为通道级乘

法 . 为了使 m l 的值落入区间［0，1］，采用了门控函数

m l = σ ( se l)，σ使用了 Sigmoid门控函数，e l 是可学习的掩

码参数，s为正标度参数，这点上与HAT（Hard Attention 
to the Task）［26］很相似 .

所有特征提取器产生的特征级联合并在一起，并

被送入分类器进行类预测 . 同时为了使网络学习新类

的多样性和判别性特征，设计了一个区分新旧类的辅

助损失LER = LHt
+ λa LH a

t
其中H a

t 用来鉴别新旧类的辅助

分类器，λa 为控制辅助分类效果的超参数 . 分类器学习

阶段，为了以减少不平衡训练引入的分类器权重的偏

差，首先用随机权重重新初始化分类器，然后从当前可

用的数据中采样一个类平衡子集，并只用交叉熵损失

训练分类器 .
3. 4. 3　分析比较

CCGN［32］利用一个可学习门控掩码，根据输入动态

特征动态激活通道 . DER［35］也采用了类似的学习方法，

通过由超特征提取器和线性分类器组成的网络进行特

征提取和分类，同时为了去除模型冗余并学习新类的

紧凑特征，采用了一种可微分的基于通道级掩码的剪

枝方法来动态剪枝网络 . 在CCGN中，由于只有部分层

的参数被冻结，学习后的特征表示可能会在步骤中缓

慢退化 . 而DER保持之前学习的表示不变同时使用新

的特征提取器参数化新特征来扩充 . 这使得模型能够

在之前学习的表示的子空间中保留旧概念的内在结

构，并通过最终的分类器重用该结构以减少遗忘 . 深度

自适应网络（Deep Adaptation Networks，DAN）［36］扩展了

每个新任务的体系结构，新任务模型中的每一层都是

基模型相应层中原始过滤器的稀疏线性组合 .
3. 5　基于权重的动态选择

此类模型以一种细粒度的选择策略，实现权重级

别的模型剪枝和网络容量拓展 .
3. 5. 1　PackNet

Mallya 等人提出的 PackNet（Pack Networks）［37］，当
向单个深度神经网络顺序添加任务时，利用基于权重

的网络剪枝方法来释放网络中的冗余参数 . 这些冗余

参数将会被重用学习训练新任务，冻结上一任务网络

权重参数以减缓灾难性遗忘 . 在训练阶段，首先初始化

任务参数，依据DSD（Dense Sparse Dense）［38］剪枝策略，

将卷积层或全连通层的权重按绝对值大小排序，然后

按比例去掉最小的一组权重值即通过权重剪枝释放冗

余参数 . 剪枝完成后，重新训练旧任务网络来保证网络

性能 . 当学习新任务时，这些释放的参数被重新使用用

来训练新网络 . PackNet将每一个任务对应权重矩阵存

储进一个用二进制表示的稀疏掩码中，在推理阶段，这

种稀疏掩码与过滤器权重参数执行矩阵乘法操作，动

态激活或舍弃相应权重 . 图 3 展示了顺序学习两个任

务PackNet的模型流程，其中灰色圆圈表示任务的初始

化网络参数权重，白色圆圈为释放的冗余权重，蓝色和

橙色圆圈为被重用于训练新任务网络权重 . PackNet模
型是与任务训练顺序相关，并且模型容量相对固定 .
3. 5. 2　CPG

Hung 等 人 提 出 的 CPG（Compacting，Picking and 
Growing）［39］模型结合了权重剪枝、临界权重选择和权

重网络扩展的思想学习新任务 . 首先，保持旧任务权重

不变，对新任务权重使用逐步剪枝（gradual pruning）［40］

来压缩模型，逐步剪枝技术并不是按比例去掉权重而

是以先修剪小部分权重后重新训练剩余权重的方式来

迭代恢复性能，直到满足剪枝条件为止 . 接下来，参照

Piggyback［41］方法学习一个实数掩码 M̂，并应用一个阈

值函数构造二进制掩码 MÎ {01}. 通过掩码 M选择和

重用一些对新任务至关重要的旧任务权重（临界权

重），这些临界权重与释放的冗余权重会一起用来训练

新任务 . 如果新任务的训练没有达到精度和性能要求，

可以通过在模型中额外的权重，如在卷积层中添加新

滤波器或在全连通层中添加新的神经元来扩展体系结

构，然后依次使用逐步剪枝和重新训练模使直至模型

收敛 . 因此，在学习一系列任务时，CPG 通过压缩模型

→挑选权重→扩展权重的循环方式来学习紧凑模型

结构 .
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3. 5. 3　分析比较

PackNet［37］与 CPG［39］都利用了权重剪枝释放冗余

权重 . 不同的是，PackNet 对权重使用固定比例的剪枝

策略，并将所有旧任务固定权重和剪枝释放的冗余权

重联合用于新任务训练，并无模型拓展，因此模型容量

相对固定 . CPG做了改进，使用了逐步剪枝［40］技术来压

缩模型和拓展权重来增加模型容量，这与Hung等人提

出的 PAE（Pack And Expand）［42］较为相似 . 除此之外，

受 Piggyback［42］的启发，CPG 通过学习一个可微掩码从

旧参数中挑选一部分关键的权重，将挑选出的旧权值

和新添加的新权值都用来学习新任务 . Ostapenko等人

提 出 动 态 生 成 记 忆 DGM（Dynamic Generative 
Memory）［43］，依赖于条件生成网络［44］，通过存储以往数

据分布，将先前任务的合成样本和新任务的真实样本

一起训练模型 . 而 DGMw（Dynamic Generative Memory 
weights）［44］利用在生成器的权值上学习一组二进制掩

码，从而在训练过程中逐步学习新的信息，同时为了保

持层中用于每个任务训练的自由权重数量不变，通过

动态扩展权重来保证足够的模型容量 . Li 等人提出

Learn to Grow［45］框架将模型结构学习和参数估计分离，

利用网络体系结构搜索来学习网络结构 .
4　实验数据集和评价准则

4. 1　实验数据集介绍

考虑到增量学习大多数应用场景为图像分类，因

此下面列举增量学习中用于图像分类的常见数据集 .
同时结合增量学习的不同学习场景，对这些常见数据

集进一步的分类介绍，参数如表3所示 .

（1）任务增量数据集

CUB-200 Birds 200［46］是一个细粒度图像数据集，

包含 200 种鸟类的照片 . 该数据集共 11788 张鸟类图

像，包含 200类鸟类子类，其中训练数据集有 5994张图

像，测试集有 5794张图像，每张图像均提供了图像类标

记信息 .
OxfordFlowers_102［47］数据集由 102 类产自英国的

花卉组成 . 每类由40-258张图片组成 .
（2）类增量数据集

Split CIFAR-100 是通过将 CIFAR100［48］数据集拆

分成20个具有不相交类的任务来构造的，每个任务有5
个类 . 每个任务有 2 500 幅 32 ´ 32 ´ 3 图像用于训练，

500幅图像用于测试 .
Split MiniImageNet基于MiniImageNet［49］数据集，有

100个类，分成 20个不相交的任务 . 每个任务包含 5个

类，每个类由 500 幅用于训练的 84 ´ 84 ´ 3 图像和 100
幅用于测试的图像组成 .

CORe50-NC［50］是一个为 9个任务和 50个类的类增

量学习而设计的数据集，第一个任务中有 10个类，随后

的8个任务中有5个类 .
（3）域增量数据集

Rotation MNIST［51］和 Permutation MNIST［4］是基于

MNIST［52］用于域增量学习的常用数据 . Permutation 
MNIST 是参考某个固定的排列，通过重新排列像素来

 

初始化+剪枝+重训练初始化+剪枝+重训练

初始化参数权重 训练任务1后权重 训练任务2后权重

图3　PackNet流程图

表3　增量学习常见分类数据集介绍

数据集

CUB-200 Birds
OxfordFlowers_102

Split CIFAR100
Split MiniImageNet

CORe50-NC
Rotation MNIST

Permutation MNIST
CORe50-NI

Label-Permuted MNIST

图像尺寸

-

-

32×32×3
84×84×3

128×128×3
28×28×3
28×28×3

128×128×3
28×28×3

训练集数量

5 994
-

50 000
50 000

-

55 000
55 000

120 000
55 000

测试集数量

5 794
-

10 000
10 000

-

10 000
10 000
44 972
10 000

类数量

200
102
100
100
50
10
10
50
10

适用场景

任务增量

任务增量

类增量

类增量

类增量

域增量

域增量

域增量

任务不可知增量

1717



电 子 学 报 2023 年
创建任务，而Rotation MNIST则通过对数字旋转固定的

角度创建任务 .
CORe50-NI［50］是一个广泛评估领域增量学习的数

据集，有 8个任务，每个任务有 50个类的大约 15 000个

训练图像，具有不同类型的非平稳性，包括光照、背景、

遮挡、姿态和尺度 . 所有任务只有一个测试集，其中包

含44 972个图像 .
（4）任务不可知增量数据集

Label-Permuted MNIST 是 通 过 固 定 的 置 换 对

MNIST 中标签中的类进行洗牌来创建一个新的任务，

而非图像中的像素 . 这一变化的原因是为了确保不可

能简单地根据图像来猜测当前的任务 .
4. 2　实验评价准则

对于增量学习算法的性能可以从以下几个方面进

行评估：

4. 2. 1　准确性

文献［53］提出一种称为平均准确性的估计方法，

假设 aij Î [01]是模型在任务 i上训练后，模型在任务 j

上的分类准确性能 . 任务T的平均精确度定义为

AT =
1
T∑

j = 1

T

aTj （6）
文献［54］给定训练测试样本精度矩阵 I，其中每个

元素 Iij ÎRT ´ T 为观察任务 i的最后一个样本得到的模

型在任务 j上的测试分类精度．模型的准确性是通过

考虑矩阵 I的对角元素，实现对训练集和测试集的平均

精度进行考虑．准确性A为

A =∑
i > j

T

Iij /
T ( )T + 1

2
（7）

文献［53］主要是为了在最后一个任务结束时评估

模型的性能，而在文献［54］中，该准确性准则考虑到模

型在每一时间步的性能的准确性指标，这样能够更好

地考虑连续学习模型的动态性能．

4. 2. 2　遗忘率

为了评估模型的遗忘程度，HAT［26］引入遗忘率概

念．f i
j 表示是在任务 i上训练模型后对任务 j的遗忘程

度，文献［53］对遗忘率的定义如下：

f i
j = max

lÎ { }1i - 1
(alj - aij ) （8）

其中 aij 为模型在任务 i上训练后，在任务 j上的分类准

确率 . 任务T的平均遗忘率FT度量定义为

FT =
1

T - 1 ∑
j = 1

T - 1

f T
j （9）

4. 2. 3　知识正向与反向迁移能力

Lopez等人［51］在对增量学习的评估中，引入正向迁

移与反向迁移能力概念，用来衡量对模型的知识迁移

性能 . 知识正向迁移（ForWard Transfer，FWT）是衡量学

习任务对未来任务的影响．根据之前文献［51］对准确

性的度量准则，文献［53］进一步修改了训练-测试准确

度量，其中 Iij的平均准确性高于准确率矩阵 I的主对角

线 . 因此定义 fFWT为

fFWT =
∑
i < j

T

 Iij

T ( )T - 1
2

（10）

反向迁移能力（BackWard Transfer，BWT） 是衡量

模型学习了一个新的任务后对先前任务的影响．当需

要在多任务或流数据背景下进行学习时，往往就需要

模型对其反向迁移性能的评估 . 式 fBWT 定义在学习了

任务 i之后，在同一测试集的最后一个任务结束时，对

任务 j ( j < i)计算准确度．在此，与准确性的度量准则

类似，将其扩展到对每个任务的后向迁移求平均值：

fBWT =
∑
i = 2

T

 ∑
j = 1

i = 1( )Iij - Ijj

T ( )T - 1
2

（11）

4. 2. 4　内存规模度量

根据每个任务 i的参数θ的数量来量化每个模型的

存储器的大小，记为 Mem (θ i)，相对于第 1 个任务内存

大小 Mem (θ1 )，随着时间推移，模型对任务不断地学

习，内存规模大小不应该增长过快．因此，将模型的内

存规模大小（Memory Size，MS）fMS定义［54］为

fMS =min(1
1
T∑

i = 1

T Mem ( )θ1

Mem ( )θ i

) （12）
4. 2. 5　计算效率

文献［54］定义任务之间的平均计算效率 fCE为

fCE =min (1 1
T∑

t = 1

T Ops ­¯ ( )Dt ´ ε

Ops ( )Dt ) （13）
其中，Ops (Dt)是指在Dt进行训练时所需要的乘法和加

法运算总次数；而Ops­¯ (Dt)是指Dt 进行一次正向和

反向传播所需要的运算次数 . 为了避免Ops­¯ (Dt)过
小，我们通常对其统一乘以一个大于 1的缩放因子 ε，它

与学习Dt所需要的 epoch次数相关 . 该指标本质上反应

了运算中有多少是直接用以进行正向和反向传播的 .
4. 3　对比实验总结

鉴于不同的模型方法在数据集选取、学习场景选

择、超参数选择、实验环境等方面具有一定的差异，很

难以一种直观的角度对不同的模型方法进行对比，因

此本文对一些方法的实验效果进行了总结 .
在 MNTDP［23］实验中，MNTDP 相比，PNN［13］展现了

较好的平均准确率，但同时需要较多的内存和计算量，

RCL［30］和 HAT［26］的平均准确率较低，计算量也较大 .
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在 CLEAS［31］实验中比较了 CLEAS，RCL，DEN［24］等方

法，在准确率上 CLEAS 取得了比较明显的优势 . 实验

中又详细比较了CLEAS和RCL在神经元复用和神经元

分配方面的表现，CLEAS 相对于 RCL 的优势在于使用

了更少的神经元对模型进行扩展，以及对旧神经元的

选择复用更加的合理 . DER［35］实验中展示了与基线模

型相比，得益于通道级的剪枝策略，可以使用更少的参

数来提高平均准确率，并在知识正向与反向迁移能力

取得优势 . CCGN［32］实验中对比不同增量场景下的实验

效果 . 在任务增量下，CCGN和HAT都能取得不错的平

均准确率，在类增量场景下，DGMw［43］利用生成记忆进

行类增量，在简单数据集下有非常好的平均准确率，但

随着数据集复杂度的增加会造成生成样本的质量下

降，因而CCGN优势逐渐变大 . CPG实验中比较了Pack⁃
Net和 PAE的区别，三者都是权重级的选择策略 . 从准

确率方面观察，三者在训练任务量少时取得效果相近，

但PackNet不允许模型扩展，因此会随着任务数增多造

成性能下降，CPG［39］对比 PAE［42］优势在于可将扩展后

的冗余权重应用于未来任务的学习中，在模型训练中

更加紧凑 .
文献中各种实验的结果表明，上述模型都具备一

定程度的抗遗忘能力，往往路由选择粒度越小，模型的

参数规模相对会越小，但不能根据路由选择粒度来单

一评判实验准确率，模型的平均准确率还受诸多其他

因素的影响 .
5　增量学习应用

增量学习大部分研究都主要在计算机视觉上，包

括图像分类、语义分割、目标检测等，其中应用于图像

分类场景最为普遍，本文涉及的大部分模型都主要用

来解决图像分类问题，因此不再详细赘述 . 此外，增量

学习也开始在自然语言处理和推荐系统等领域展开

研究 .
（1）语义分割

深度语义分割模型需要大量训练图像的集合，这

些训练图像具有密集的像素级标注 . 然而，在像素级对

大量图像进行标注的代价很高，希望在不需要大量图

像的情况下向分割模型中添加新的类，目前已有部分

相关文献实现了这一目标 . 文献［55］则认为背景移位

问题加剧了语义分割中的灾难性遗忘，因此他们提出

了传统交叉熵的一个改进版本，引入了两个新的损失

项来正确地解释背景类中的语义分布转移问题 . 文献

［56］提出了基于原型的增量少镜头分割（Prototype-

based Incremental Few-Shot Segmentation，PIFSS），它将

原型学习和知识提取结合起来，利用原型来初始化新

类的分类器，微调网络以细化其特征表示 . 最近的一项

研究提出了一个弱增量学习的语义分割框架［57］，扩展

了一个标准的编码器-解码器，通过在编码器上引入定

位器，它增量地训练一个从图像级标签生成在线伪监

督的分割模型，并利用已有的知识增量更新模型 .
（2）目标检测

监督对象检测范式依赖于访问预定义的标记数

据，这种学习范式通常假设数据分布是固定的或静止

的，而来自真实世界的数据是连续动态的，其分布是非

平稳的 . 为了应对这一场景，目前已有研究将增量学习

应用于目标检测当中 . 文献［58］提出了一种适用于增

量学习场景的双记忆自组织体系结构，该模型结构主

要包括一个深度卷积特征提取模块和２个分层排列的

递归自组织网络，实现在增量学习场景下的视频序列

中的目标对象识别 . 文献［59］认为到当下最先进的有

关食物识别的深度学习模型不能实现数据的增量学

习，经常在增量学习场景中出现灾难性遗忘问题．因

此，提出一种新的自适应简化类增量核极值学习机方

法（Adaptive Reduced Class Incremental Kernel Extreme 
Learning Machine，ARCIKELM），进而完成目标食物对

象的识别 . 最近的工作提出了一种基于响应的增量蒸

馏方法，称为弹性响应蒸馏（Elastic Response Distilla⁃
tion，ERD）［60］，它侧重于从分类头和回归头弹性学习响

应，来解决增量目标检测中的灾难性遗忘问题 .
（3）自然语言处理

在文献［61］介绍了一种增量学习背景下的自然语

言学习模型，该模型实现了对在线文本数据的有效学

习 . 而文献［62］则提出了一个新的增量学习场景，它处

理自然语言学习中常见的序列到序列的学习任务 . 文

献［63］对个性化在线语言学习的问题展开研究，它涉

及到将个性化语言模型拟合到随时间变化的用户群体

中 . 在此基础上，提出一个简单的连续梯度下降算法

（Continual Gradient Descent，ConGraD），利用部分在线

数据来衡量泛化程度，对模型进行调整优化 .
（4）推荐系统

增量学习也有一部分研究应用于在推荐系统领

域 . ADER（Adaptively Distilled Exemplar Replay）［64］提出

了利用自适应蒸馏损失和回放技术处理基于会话推荐

中的遗忘问题 . Graph-SAIL（Graph Structure Aware In⁃
cremental Learning）［65］被引入到基于图神经网络的推荐

系统中，利用局部结构蒸馏、全局结构蒸馏和自嵌入蒸

馏来保持用户在增量模型更新过程中的长期偏好 .
6　未来研究方向

增量学习作为机器学习领域中的一个极具潜力的

研究方向，近几年一直被广大学者研究．随着人工智

能及机器学习不断的发展，增量学习在图像分类、目标
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检测、自然语言处理等领域得到许多应用 . 在这一节

中，我们将讨论增量学习中的一些新兴方向，这些方向

已经引起了人们的兴趣，并有望在未来获得更多的

关注 .
（1）自监督和无监督增量学习

在任何学习系统中，能够从无监督的数据流中增

量地学习表示是一个理想的情况 . 到目前为止将自监

督学习应用于增量学习的关注较少，是个很好的探索

方向 . 无监督增量学习仍处于起步阶段，预计未来将会

有更多的研究 .
（2）特征排练

伪排练是存储示例的一个很好的替代方法 . 它学

习一个单独的网络，生成以前任务的图像 . 然而，目前

最先进的图像生成方法难以逼真地生成复杂的图像数

据，因此这种方法被应用于简单的数据集，但在复杂的

数据集上得到的结果并不令人满意 . 为了解决这个问

题，一些工作已经提出执行特征重放而不是图像重

放［6，66］，因此基于排练的方法也可以应用于复杂的数

据集 .
（3）元学习

元学习（Meta-Learning）是一种新兴的学习领域，目

的是在解决相关任务的同时，利用积累的信息学习新

的任务 . 近年来，基于元学习的在线增量学习方法有了

一定进展，并将元学习应用于无明显任务边界的增

量［12］场景中 . MER（Meta-Experience Replay）［67］将经验

重放与基于优化的元学习相结合，以最大限度地转移

和最小化基于未来梯度的干扰 . OML（Online-aware 
Meta-Learning）［68］定义一个元目标，用它来学习加速未

来任务和避免灾难性干扰的表示 . 最近，iTAML（incre⁃
mental Task-Agnostic Meta-Learning）［69］提出学习一个任

务不可知模型，该模型自动预测任务，并通过元更新快

速适应预测的任务 .
（4）在线增量学习

在线增量学习（online-IL）是增量学习的一个分支，

更适用于更接近实际的应用场景 . 离线增量学习

（offline-IL）假设新数据一次到达一个任务，每个任务的

数据分布通常固定的，而在线增量学习假设每次数据

一次到达一个小批量大小的数据块，新模型依据前一

模型和最新的新数据块进行调整 . 近年来，有相关文献

对该领域开展研究 . 文献［70］通过引入改进的交叉蒸

馏损失函数和两步学习技术，能够以在线方式对新类

数据和旧类的新分布数据流进行训练 . 文献［71］利用

增量学习的约束优化思想，在线场景下，将样本选择问

题归结为一个约束项化简问题 . 另一项研究，PuriDiv-

ER（Purity and Diversity aware Episode Replay）［72］结合记

忆采样和半监督学习方法，可以从带有损坏标签的模

糊数据流中进行在线学习 .
（5）无任务边界设置

许多实际应用程序不能很好地适应具有非重叠任

务的实验设置 . 无任务（task-free）是一个更现实的场

景，指没有明确的任务边界，在类上的分布逐渐发生改

变 . 在这项研究中，CN-DPM（Continual Neural Dirichlet 
Process Mixture）采用基于扩展的无任务 IL 方法，在贝

叶斯非参数框架下有原则地扩展专家数量 . 模型由一

组专家组成，每个专家负责一个数据流中的一个子集 .
文献［8］扩展 MAS（Memory Aware Synapses）［73］通过一

个协议来确定何时更新没有任务定义的重要性权重 .
GMED（Gradient based Memory EDiting）［74］是针对无任

务学习的基于内存的 IL 框架，它可以通过一个小的梯

度更新直接“编辑”存储在回放内存中的示例，更有效

地缓解灾难性遗忘 .
7　总结

增量学习是近年来机器学习领域的一个重要的研

究方向，其目的在于高效地转化和利用已经学过的知

识来学习一系列新任务，并且能够极大程度地解决灾

难性遗忘等诸多问题．而动态神经网络处理不同样本

时，能动态地调节自身的结构或参数，从而在推理效

率、表达能力、自适应性等方面展现出卓越的优势 . 因

此，本文对增量学习领域涉及到动态网络架构做了综

述 . 介绍了增量学习和动态网络的基本概念，分析当前

研究现状，阐述了增量学习中不同的学习场景 . 文中分

别从粗粒度到细粒度等角度详细分析了增量学习中的

动态网络模型，文中也列出了常用的实验数据集和评

价指标 . 最后，对近年来的应用和未来的可研究方向做

了分析 .
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